
Una aproximación difusa del vecino más cercano para

clasificación multi-instancia

Pedro Villar1, Rosana Montes1, Ana María Sánchez1, Francisco Herrera2

1
Dpto. Lenguajes y Sistemas Informáticos. Universidad de Granada

pvillarc@ugr.es, rosana@ugr.es, amlopez@ugr.es

2
Dpto. Ciencias de la Computación e Inteligencia Artificial. Universidad de Granada

herrera@decsai.ugr.es

En clasificación multi-instancia (MIC en sus siglas en inglés) [1], los datos son colec-
ciones de instancias (llamadas bolsas). Las instancias son similares a los ejemplos que se
utilizan en problemas de clasificación tradicionales (mono-instancia) y cada bolsa puede
tener un número distinto de instancias. La principal característica de la MIC es que las
instancias no están etiquetadas, lo están las bolsas en su conjunto. Por tanto, los conjun-
tos de datos son más complejos y es necesario utilizar algoritmos de aprendizaje específi-
cos para clasificar nuevas bolsas. Los algoritmos para MIC se suelen agrupar en función
del nivel de información usado para clasificar nuevas bolsas [2], en clasificadores a nivel
de instancia y a nivel de bolsa. En estos últimos, la información utilizada para determi-
nar la clase es de la bolsa en conjunto, no de las instancias individuales y un ejemplo es
Citation-KNN [3], que constituye una adaptación del conocido algoritmo del vecino más
cercano para MIC. En dicho método, aparte de los K-vecinos de una bolsa b, se usan los
C-citadores de la misma, que son las bolsas que contienen a b en su lista de C-vecinos.
Es necesario un valor de distancia para determinar cuáles son los vecinos más cercanos.
En el caso de MIC, las bolsas son conjuntos de instancias y existen varias medidas de la
distancia entre dos bolsas, una de las más utilizadas es la distancia mínima de Hausdorff
[3], cuya expresión es: h1(A,B) = min

a2A
min

b2B
ka � bk = min

b2B
min

a2A
kb � ak = h1(B,A)

Los conjuntos difusos se han utilizado bastante en aplicaciones de aprendizaje auto-
mático tradicionales (mono-instancia). Una de las primeras propuestas de utilización de
los conjuntos difusos para mejorar el algoritmo del vecino más cercano es el algoritmo
FuzzyKNN [4]. En este trabajo proponemos una extensión difusa de Citation-KNN, que
denominamos FuzzyCitation-KNN, incorporando algunas ideas propuestas en el diseño
del algoritmo FuzzyKNN. Nuestro método consta de dos fases:

• Una fase preliminar, donde se calcula un valor de pertenencia a cada clase (entre
[0, 1]) para todas las bolsas del conjunto de entrenamiento, teniendo en cuenta los
kinit vecinos más cercanos:

µc(xi) =

(
0.51 + (vc/kinit) ⇥ 0.49 if c = !

(vc/kinit) ⇥ 0.49 otherwise
(1)
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Donde vc es el número de vecinos de clase c y ! es la clase original de la bolsa xi.
De esta manera, los ejemplos situados en el "centro" de la clase mantienen sus
valores crisp originales y las bolsas situadas en la frontera entre clases dividen su
valor de pertenencia entre ellas.

• Regla de clasificación. Para clasificar una nueva bolsa b, se calculan sus K-vecinos
y sus C-citadores de acuerdo a la distancia mínima de Hausdorff. A continua-
ción, se calcula un grado de pertenencia de b a cada una de las clases (el mayor
determinaría la clase) donde cada vecino y cada citador contribuye con su µc

anteriormente calculado, ponderado por la distancia que le separa de b:

µc(b) =

KX

i=1

µc(xi)(1/kb � xik2/(m�1)) +
nc(b)X

j=1

µc(xj)(1/kb � xjk2/(m�1))

KX

i=1

(1/kb � xik2/(m�1)) +
nc(b)X

j=1

(1/kb � xjk2/(m�1))

En la ecuación anterior, nc(b) es el número de citadores de b y el parámetro m

determina cuánto pondera la distancia: con valores altos la distancia influye poco
y con valores cercanos a uno tienen más peso los vecinos/citadores más cercanos.

Para el estudio experimental hemos utilizado 10 conjuntos de datos MIC y el método
"leave-one-out". La tabla 1 muestra la media de resultados obtenida. Se puede observar
que nuestra propuesta mejora a citation-KNN para todos los valores de K (excepto
K = 0). Considerando el mejor K para cada método, hemos realizado test estadísticos
no paramétricos que indican que hay diferencias significativas entre ambos métodos.

Tabla 1: Porcentaje de acierto. C = K + 2, kinit = 3, m = 2

Algoritmo K = 0 K = 1 K = 2 K = 3 K = 4 K = 5 K = 6 K = 7

Citation-KNN 68.41 68.41 68.41 69.04 68.73 69.11 68.87 69.03

FuzzyCitation-KNN 67.92 69.79 69.41 70.92 71.51 70.74 71.51 71.60
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